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Visualisierung komplexer Bayesianischer Aufgaben 

Ärzte und Patienten haben oftmals Schwierigkeiten zu verstehen, was ein 

positives Testergebnis in der Medizin wirklich bedeutet. Nach einem posi-

tiven Testergebnis stellt sich die Frage, wie groß die Wahrscheinlichkeit 

ist, dass die jeweilige Erkrankung nun tatsächlich vorliegt. Aktuelle Stu-

dien aus den USA (Ellis & Brase, 2015) und Deutschland (Prinz et al., 

2015) zeigen, dass beispielsweise medizinisches Personal in AIDS-

Beratungsstellen oftmals die Auftretenswahrscheinlichkeit einer Erkran-

kung nach einem positiven Testergebnis nicht korrekt angeben kann. Im 

vorliegenden Beitrag wird das Design einer Studie vorgestellt, in der unter-

sucht wird, wie Visualisierungen das Verstehen von statistischen Informa-

tionen beeinflussen.  

Bayesianische Aufgaben: 1-Test-Fall und 2-Test-Fall 

Situationen, in denen Ärzte die Prävalenz einer Krankheit mit der Sensitivi-

tät und Falsch-Positiv-Rate eines Tests miteinander kombinieren müssen, 

um die Bedeutung eines Testergebnisses bestimmen zu können, werden 

auch als Bayesianische Aufgaben bezeichnet, die auch in der Schule üblich 

sind. In der medizinischen Realität sind die Fragestellungen jedoch häufig 

komplexer, weil oftmals nicht nur ein positives Testergebnis (Bayesiani-

scher 1-Test-Fall), sondern zwei (oder sogar mehr) positive Testergebnisse 

für das Vorhandensein einer bestimmten Erkrankung sprechen (Bayesiani-

scher 2-Test-Fall). Nachfolgende Aufgabenstellung illustriert letztere Situa-

tion (siehe auch Abb. 1): 

Brustkrebsfrüherkennung: Wahrscheinlichkeitsversion 

Die Wahrscheinlichkeit, dass eine symptomfreie Frau Brustkrebs hat, 

beträgt 1 %. Die Wahrscheinlichkeit, dass eine Frau ein positives 

Mammogramm erhält, wenn sie Brustkrebs hat, beträgt 80 %. Die 

Wahrscheinlichkeit, dass eine Frau ein positives Sonogramm erhält, 

wenn sie Brustkrebs hat, beträgt 95 %. Die Wahrscheinlichkeit, dass ei-

ne Frau fälschlicherweise ein positives Mammogramm erhält, obwohl 

sie keinen Brustkrebs hat, beträgt 9,6 %. Die Wahrscheinlichkeit, dass 

eine Frau fälschlicherweise ein positives Sonogramm erhält, obwohl sie 

keinen Brustkrebs hat, beträgt 7,8 %. 

Wie groß ist die Wahrscheinlichkeit, dass eine Frau mit positivem 

Mammogramm und positivem Sonogramm tatsächlich Brustkrebs hat? 

(Lösung: 50,7 %) 

 



 

 

 
Abbildung 1: Baumdiagramm mit Wahrscheinlichkeiten 

Verschiedene Darstellungsformate und Visualisierungen 

Während Menschen bei Bayesianischen Aufgaben mit Wahrscheinlichkei-

ten häufig kognitiven Illusionen unterliegen, die zu schweren Fehlurteilen 

führen können, werden Bayesianische Aufgaben deutlich häufiger korrekt 

gelöst, wenn alle statistischen Informationen als natürliche Häufigkeiten 

dargeboten werden (vgl. für den 1-Test-Fall: Gigerenzer & Hoffrage, 1995; 

vgl. für den 2-Test-Fall: Hoffrage et al., 2015). Die zu voriger Aufgabe 

analoge Aufgabenstellung mit natürlichen Häufigkeiten statt Wahrschein-

lichkeiten lautet wie folgt (siehe auch Abb. 2): 

Brustkrebsfrüherkennung: Häufigkeitsversion 

100 von 10.000 symptomfreien Frauen haben Brustkrebs. 80 von 100 

Frauen, die Brustkrebs haben, erhalten ein positives Mammogramm. 76 

von 80 Frauen, die Brustkrebs haben und ein positives Mammogramm 

erhalten haben, erhalten ein positives Sonogramm. 950 von 9.900 Frau-

en, die keinen Brustkrebs haben, erhalten fälschlicherweise dennoch ein 

positives Mammogramm. 74 von 950 Frauen, die keinen Brustkrebs 

haben, aber ein positives Mammogramm erhalten haben, erhalten 

fälschlicherweise dennoch ein positives Sonogramm. 

Wie viele der Frauen mit positivem Mammogramm und positivem So-

nogramm haben tatsächlich Brustkrebs? 

Neben natürlichen Häufigkeiten unterstützt auch die Darbietung bestimm-

ter Visualisierungen die Lösungsfindung im Bayesianischen 1-Test-Fall. 

Dazu zählen beispielsweise Baumdiagramme und Vierfeldertafeln mit na-

türlichen Häufigkeiten (Binder, Krauss & Bruckmaier, 2015), Einheitsqua-

drate (Böcherer-Linder, Eichler & Vogel, 2015), ikonische Darstellungen 

(Brase, 2008) und Rasterdiagramme (Garcia-Retamero & Hoffrage, 2013). 



 

 

 
Abbildung 2: Baumdiagramm mit natürlichen Häufigkeiten 

Die Darbietung einer Visualisierung muss aber nicht immer mit einer Er-

höhung der Lösungsrate einhergehen. Bestimmte Visualisierungen unter-

stützen die Lösungsfindung nur sehr eingeschränkt, wie zum Beispiel 

Baumdiagramme und Vierfeldertafeln jeweils mit Wahrscheinlichkeiten 

(Binder, Krauss & Bruckmaier, 2015, vgl. auch Abb. 1) und Euler-

Diagramme (Brase, 2008). 

Fragestellung 

In der geplanten Studie interessieren wir uns für den Einfluss des Darstel-

lungsformats („Wahrscheinlichkeiten“ vs. „natürlichen Häufigkeiten“) 

und/oder Visualisierungen durch Baumdiagramme im Bayesianischen  

2-Test-Fall (vgl. Abb. 1 und Abb. 2). 

Methode 

In unserer derzeit laufenden Studie bearbeiten ca. 180 Medizinstudierende 

je zwei Bayesianische Aufgaben in einem 2⨯3⨯2 Design (vgl. Tab. 1). 

Tabelle 1: Design der laufenden Studie – 12 resultierende 2-Test-Versionen 

 



 

 

Die Aufgaben unterscheiden sich im Informationsformat („Wahrschein-

lichkeiten“ vs. „natürliche Häufigkeiten“), in der Darstellung der statisti-

schen Informationen („Text ohne Baum“ vs. „Text und Baum“ vs. „Baum 

ohne Text“) und im Kontext („Brustkrebsfrüherkennung“ vs. „HIV-Tests“).  

Ausblick 

In Kürze wird die Erhebung mit Medizinstudierenden abgeschlossen sein. 

Außerdem wird eine zweite Teilstudie mit Medizinstudierenden erfolgen, 

in der untersucht werden soll, welchen Einfluss die zusätzliche Darbietung 

eines reduzierten Baumdiagramms im Vergleich zu einem vollständigen 

Baumdiagramm (siehe Abb. 1 und Abb. 2) hat. In einem reduzierten 

Baumdiagramm  werden nur die beiden Äste (von insgesamt 8 Ästen) dar-

gestellt, die zur Beantwortung der Frage zwingend notwendig sind, alle 

weiteren Äste werden entfernt. Die erzielten Studienergebnisse sollen dazu 

beitragen, das Statistikcurriculum insbesondere für Medizinstudierende zu 

verbessern. 
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